Uvod

Verovatno vam je poznata ¢injenica da je masinsko ucenje postalo jedna od naju-
,Facebook”, ,, Apple”, ,Amazon” i IBM sasvim razumljivo investiraju u njego-
vo istrazivanje i u njegovu primenu. Ova uzbudljiva oblast otvara put novim
mogucnostima i postala je neophodna u svakodnevnom zivotu. Razmislite samo
o razgovoru sa glasovnim pomoc¢nikom na pametnom telefonu, preporucivanju
odgovarajucih proizvoda za kupce, sprecavanju prevare kreditnim karticama,
filtriranju spem poruka iz elektronskog postanskog sanduceta i detektovanju i
dijagnostikovanju bolesti i tako dalje.

POCETAK UPOTREBE MASINSKOG UCENJA

Ako Zzelite da postanete praktikant masinskog ucenja ili da bolje reSavate proble-
me koji se javljaju, ili mozda ¢ak razmisljate o karijeri u istraZivanju masinskog
ucenja, onda je ova knjiga za vas! Za nove korisnike teorijski koncepti masin-
skog ucenja mogu da budu previse tedki, ali izdato je mnogo knjiga poslednjih
godina koje ¢e vam pomo¢i da zapocnete da koristite masinsko ucenje imple-
mentiranjem moc¢nih algoritama ucenja.
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Pregledanje prakti¢nih primera koda i izrada primera primene masinskog ucenja
odli¢ni su nacini da zapoc¢nete ucenje ove oblasti. Osim toga, konkretni primeri
pomazu da se ilustruju $iri koncepti postavljanjem naucenog materijala o masin-
skom ucenju direktno u akciju. Medutim, ne zaboravite da sa velikom moc¢i dola-
zi i ve¢a odgovornost!

U ovoj knjizi, osim $to ¢emo vam pomo¢i da steknete prakti¢no iskustvo u masin-
skom ucenju upotrebom Python programskog jezika i biblioteka masinskog
ucenja zasnovanih na Pythonu, predstaviéemo i matematicke koncepte u algo-
ritmima masinskog ucenja, koji su vazni za uspesnu upotrebu masinskog ucenja.
Prema tome, ova knjiga se razlikuje od ¢isto prakti¢ne knjige; u njoj su opisani
potrebni detalji u vezi koncepata masinskog ucenja i obezbedena su intuitivna i
informativna objasnjenja kako funkcionisu algoritmi masinskog ucenja, kako da
ih upotrebite i, najvaznije, kako da izbegnete najcesce zamke.

ZASTO PYTHON?

Pre nego sto ,zaronimo” dublje u oblast masinskog ucenja, odgovori¢emo na
pitanje zasto Python. Odgovor je jednostavan: Python je mocan i veoma je pristu-
pacan. Postao je najpopularniji programski jezik za istrazivanje podataka, zato $to
omogucava da zaboravimo dosadne delove programiranja i obezbeduje okruze-
nje u kojem moZemo brzo da unesemo svoje ideje i da koncepte direktno sprove-
demo u delo.
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ISTRAZIVANJE OBLASTI MASINSKOG UCENJA

Ako ukucate , machine learning” kao termin pretrage u Google Scholar, bice pri-
kazan ogroman broj rezultata - 3.250.000 publikacija. Naravno, ne mozemo da
razgovaramo o svim sitnim detaljima svih algoritama i primene koji su se poja-
vili u poslednjih 60 godina. Medutim, u ovoj knjizi éemo krenuti na uzbudljivo
,putovanje” i opisa¢emo sve vazne teme i koncepte da bismo vam pomogli da
zapocnete rad u ovoj oblasti. Ako otkrijete da vasa ,glad” za znanjem nije zado-
voljena, mozete da upotrebite mnoge korisne resurse koji su referencirani u ovoj
knjizi da biste pratili najnovija dostignuca u ovoj oblasti.

Mi, autori, mozemo iskreno rec¢i da nas je istrazivanje masinskog ucenja ucini-
lo boljim nau¢nicima - bolje razmisljamo i bolje reSavamo probleme. U ovoj knji-
zi zelimo steceno znanje da podelimo sa vama. Znanje se stice ucenjem. Klju¢ za
to je entuzijazam, a stvarno ovladavanje ve$tinama moze se posti¢i samo kroz
praksu.

,Put” koji je pred nama moZze povremeno biti veoma tezak i neke teme mogu
predstavljati veci izazov od drugih, ali se nadamo da cete iskoristiti ovu mogué-
nost i fokusirati se na nagradu - na znanje koje cete ste¢i. Ne zaboravite da smo
zajedno na ovom , putovanju” i pomocu ove knjige doda¢emo mnogo moc¢nih
tehnika vasem arsenalu, koje ¢e vam pomoci da resavate ¢ak i najteze probleme
na nacin voden podacima.
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ZA KOGA JE OVA KNJIGA

Ako ste vec detaljno istrazili teoriju masinskog ucenja, ova knjiga ¢e vam pokazati
kako da steceno znanje sprovedete u delo. Ako ste koristili ranije tehnike masin-
skog ucenja i zelite da steknete uvid u nacin funkcionisanja masinskog ucenja,
ova knjiga je takode za vas.

Ne brinite ako ste potpuno novi u oblasti masinskog ucenja; ¢ak imate zbog toga
viSe razloga da budete uzbudeni! Obecavamo da ¢e masinsko ucenje promeniti
nacin na koji razmisljate o problemima koje Zelite da resite i pokazace vam kako
da ih resite otkrivanjem moci podataka. Ako Zelite da saznate kako da upotrebi-
te Python da biste zapoceli da odgovarate na vazna pitanja o vasim podacima,
kupite knjigu , Python masinsko ucenje”. Bez obzira da li Zelite da zapocnete ,,0d
nule” ili da prosirite svoje znanje o istrazivanju podataka, ovo je vazan resurs koji
ne smete propustiti.

STA OBUHVATA OVA KNJIGA

U Poglavlju 1, ,Kako da rac¢unarima pruzite mogucnost da uce iz podataka”,
predstavicemo glavne podoblasti masinskog ucenja koje se koriste za reSavanje
razli¢itih problema. Osim toga, opisacemo osnovne korake za kreiranje tipi¢ne
protoc¢ne obrade izgradnje modela masinskog ucenja, koji ¢e nas pratiti u nared-
nim poglavljima.

U Poglavlju 2, ,Treniranje jednostavnih algoritama masinskog ucenja za klasi-
fikaciju”, vracamo se na pocetke masinskog ucenja i predstavljamo binarne kla-
sifikatore perceptrona i adaptivne linearne neurone. Predstaviéemo osnove
klasifikacije obrazaca i fokusira¢emo se na interakciju algoritama optimizacije i
masinskog ucenja.

U Poglavlju 3, , Predstavljanje klasifikatora masinskog uc¢enja pomocu scikit-lear-
na”, opisac¢emo vazne algoritme masinskog ucenja za klasifikaciju i obezbedi¢emo
prakti¢ne primere upotrebom scikit-learna, jedne od najpopularnih i sveobuhvat-
nijih biblioteka masinskog ucenja otvorenog koda.

U Poglavlju 4, ,1zgradnja dobrih skupova podataka za trening - pretprocesiranje
podataka”, opisacemo kako se resavaju najc¢esci problemi u neobradenim skupo-
vima podataka, kao sto je podatak koji nedostaje. Takode ¢emo predstaviti neko-
liko pristupa za identifikaciju najinformativnijih atributa u skupovima podataka i
nacin kako se pripremaju promenljive razli¢itih tipova kao pravilni unosi za algo-

ritme masinskog ucenja.

U Poglavlju 5, ,Kompresovanje podataka upotrebom redukcije dimenzionalno-
sti”, upoznacete tehnike za redukciju broja atributa u skupovima podataka na
manje skupove, uz zadrzavanje vecine njihovih korisnih i diskriminitornih infor-
macija. Osim toga, opisa¢emo standardni pristup za redukciju dimenzionalnosti
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analizom glavnih komponenata i njihovim uporedivanjem sa nadgledanim tehni-
kama nelinearne transformacije.

U Poglavlju 6, , Ucenje najbolje prakse za procenu modela i podesavanje hiper-
parametara”, saznacete $ta treba, a $ta ne treba da radite za procenu performan-
se prediktivnih modela. Upoznacete i razli¢ite metrike za merenje performanse
modela i tehnika za fino podesavanje algoritama masinskog ucenja.

U Poglavlju 7, ,Kombinovanje razli¢itih modela za ucenje udruzivanjem”, pred-
stavicemo razli¢ite koncepte efikasnog kombinovanja veceg broja algoritama
ucenja. Istrazi¢emo kako se grade ansambli stru¢njaka, koji ¢e prevazici slabosti
pojedinac¢nih ucenika, $to dovodi do ta¢nijih i pouzdanijih predvidanja.

U Poglavlju 8, ,Primena masinskog ucenja na analizu sentimenta”, opisacemo
osnovne korake za transformisanje tekstualnih podataka u smislene reprezenta-
cije za algoritme masinskog ucenja za predvidanje misljenja ljudi na osnovu nji-
hovog pisanja.

U Poglavlju 9, ,Ugradivanje modela masinskog ucenja u veb aplikacije”, nasta-
viéemo upotrebu prediktivnog modela iz prethodnog poglavlja i vodi¢emo vas
kroz osnovne korake razvoja veb aplikacija sa ugradenim modelima masinskog
ucenja.

U Poglavlju 10, ,Predvidanje kontinualnih ciljnih promenljivih pomocu analize
regresije”, opisa¢emo osnovne tehnike za modelovanje linearnog odnosa izmedu
cilja i promenljivih odgovora za izvrsavanje kontinualnog predvidanja. Nakon
predstavljanja razlicitih linearnih modela, bice re¢i o polinomnoj regresiji i pristu-
pima zasnovanim na stablu.

U Poglavlju 11, ,Upotreba neoznacenih podataka - analiza grupisanja”, fokus
prebacujemo na razli¢ite podoblasti masinskog uc¢enja, odnosno na nenadgledano
ucenje. Opisa¢emo algoritme iz tri osnovne familije algoritama za grupisanje, koji
pronalaze grupe objekata i dele odredeni stepen sli¢nosti.

U Poglavlju 12, ,Implementiranje viSeslojnih vestackih neuronskih mreza 'od
nule'”, prosirié¢emo koncept optimizacije zasnovane na gradijentu, koju smo
predstavili u Poglavlju 2. Izgradi¢emo moc¢ne viSeslojne neuronske mreze (NN)
na osnovu popularnog algoritma propagacije greske unazad u Pythonu.

Poglavlje 13, , Paralelizacija treninga neuronske mreze pomocu TensorFlowa”,
nadovezuje se na znanje ste¢eno u prethodnom poglavlju za obezbedivanje efika-
snijeg prakti¢nog vodica za trening NN-a. Fokus u ovom poglavlju je na Tensor-
Flowu 2.0, Python biblioteci otvorenog koda koja omogucava da iskoristimo vise
jezgara modernih procesora (GPU-a) i konstruis$emo duboke NN-e iz zajednic¢kih
gradivnih blokova pomocu jednostavnog Keras API-a.

U Poglavlju 14, , Detaljnije - mehanika TensorFlowa”, nastavi¢emo razmatranje
teme iz prethodnog poglavlja i predstavicemo naprednije koncepte i funkcional-
nosti TensorFlowa 2.0. TensorFlow je izuzetno velika i sofisticirana biblioteka i u
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ovom poglavlju éemo vas provesti kroz koncepte, kao sto su kompajliranje koda
u staticke grafove za brze izvrsenje i definisanje parametara modela koji se mogu
trenirati. Osim toga, obezbedi¢emo dodatnu prakti¢nu vezbu treniranja dubokih
neuronskih mreza upotrebom Keras API-a TensorFlowa, kao i unapred definisa-
nih Estimatora Tensor Flowa.

U Poglavlju 15, , Klasifikovanje slika pomoc¢u dubokih konvolucionih neuronskih
mreza”, predstavicemo konvolucione neuronske mreze (CNN). CNN predstavlja
odredeni tip duboke NN arhitekture koja je posebno dobro prilagodena skupovi-
ma podataka slika. Zbog svoje superiorne performanse u odnosu na tradicionalne
pristupe, CNN se sada koristi u ra¢unarskom vidu za postizanje vrhunskih rezul-
tata za razlicite zadatke prepoznavanja slika. U ovom poglavlju ¢ete nauciti kako
konvolucioni slojevi mogu da se upotrebe kao mo¢ni ekstraktori atributa za kla-
sifikaciju slika.

U Poglavlju 16, ,Modelovanje sekvencijalnih podataka upotrebom rekurentnih
neuronskih mreza”, upoznacete jos jednu popularnu NN arhitekturu za dubo-
ko ucenje, koja je posebno dobro prilagodena za upotrebu teksta i drugih tipova
sekvencijalnih podataka i podataka vremenskih serija. Kao vezbu zagrevanja, u
ovom poglavlju predstaviéemo rekurentnu NN za predvidanje sentimenta recen-
zija filmova. Zatim ¢emo opisati ucenje rekurentnih mreza da prebacuju informa-
cije iz knjiga da bi generisale potpuno novi tekst.

U Poglavlju 17, ,Generativne suparnicke mreZe za sintetizovanje novih podata-
ka”, predstavi¢emo popularni suparnicki trening rezim za NN-e koji moze da se
upotrebi za generisanje novih slika realisti¢nog izgleda. Poglavlje ¢emo zapoceti
kratkim uvodom u autoenkodere koji su poseban tip NN arhitekture koji moze da
se upotrebi za kompresovanje podataka. Zatim ¢emo prikazati kako se kombinuje
deo dekodera autoenkodera sa drugom NN, koji moze da razlikuje stvarne i sin-
tetizovane slike. Omogucavanjem nadmetanja dve NN u pristupu suparnickog
treninga implementira¢emo generativnu suparni¢ku mrezu koja generise nove
ru¢no pisane cifre. Na kraju, nakon predstavljanja osnovnih koncepata genera-
tivnih suparnickih mreza, predstavi¢emo i poboljsanja koja mogu da stabilizuju
suparnicki trening, kao $to je upotreba Wasserstein metrika udaljenosti.

U Poglavlju 18, , Ucenje uslovljavanjem za donosenje odluka u kompleksnim
okruZzenjima®”, obuhvati¢emo potkategoriju masinskog ucenja koja se ¢esto koristi
za treniranje robota i drugih autonomnih sistema. Prvo ¢emo predstaviti osnove
ucenja uslovljavanjem (RL) da biste upoznali interakcije agenta/okruzenja proce-
som nagradivanja RL sistema i konceptom ucenja iz iskustva. Obuhvati¢emo dve
glavne kategorije RL-a: RL koji je zasnovan na modelu i RL bez modela. Nakon
S$to naucite osnovne algoritamske pristupe, kao sto su Monte Carlo i vremensko
ucenje zasnovano na udaljenosti, implementiracete i trenirati agenta koji moze da
se krece kroz mrezu okruzenja upotrebom Q-learning algoritma. Na kraju ¢emo
predstaviti duboki Q-learning algoritam koji je varijanta Q-learning algoritma
koji koristi duboke NN-e.
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STA VAM JE POTREBNO ZA OVU KNJIGU?

IzvrSenje primera koda koji je obezbeden u ovoj knjizi zahteva instalaciju Pythona
3.7.0 ili noviju verziju na macOS, Linux ili Microsoft Windows sistemu. U ovoj knjizi
¢emo cesto za naucna izra¢unavanja koristiti Pythonove osnovne biblioteke, uklju-
¢ujudi SciPy, NumPy, scikit-learn, Matplotlib i pandas.

U prvom poglavlju ¢emo obezbediti instrukcije i korisne savete za podesavanje Pyt-
hon okruZenja i ovih osnovnih biblioteka. Doda¢emo i neke dodatne biblioteke u
repertoar, a instrukcije za instalaciju su obezbedene u odgovarajuc¢im poglavljima
- na primer, NLTK biblioteka za obradu prirodnog jezika u Poglavlju 8, ,Prime-
na masinskog ucenja za analizu sentimenta”, Flask veb radni okvir u Poglavlju 9,
,Ugradivanje modela masinskog ucenja u veb aplikacije”, i TensorFlow za efikasan
NN trening na GPU-ima u poglavljima od 13-18.

DA BISTE DOBILI MAKSIMUM IZ OVE KNJIGE

Sada, kada ste ponosni vlasnik , Packt” knjige, imamo mnogo Stosta da vam ponudi-
mo da bismo vam pomogli da dobijete maksimum iz nje.

Preuzimanje primera koda
Kod za knjigu mozete da preuzmete sa naseg sajta: https:/ /bit.ly /3alMppS

Kada su fajlovi preuzeti, raspakujte ili ekstrahujte direktorijum, koristeci najnoviju
verziju:

e WinRAR / 7-Zip za Windows
e Zipeg / iZip / UnRarX za Mac
e 7-Zip / PeaZip za Linux

Preuzimanje kolornih slika

Takode smo obezbedili PDF fajl koji sadrzi kolorne slike ekrana/dijagrama koji su
upotrebljeni u knjizi. Kolorne slike ¢e vam pomoc¢i da bolje razumete promene u
ispisima. MozZete da preuzmete ovaj fajl sa adrese:

https:/ /bit.ly /2wYOMO9x

Pored toga, kolorne slike niZe rezolucije su ugradene u code notebook za ovu knjigu,
koji se nalazi u fajlovima primera koda.
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KONVENCLE

U ovoj knjizi pronaci cete viSe razlicitih stilova za tekst upotrebljenih za razlicite
vrste informacija. Evo nekih primera tih stilova i objasnjenja njihovog znacenja.

Reci koda u tekstu su prikazane na sledeci nacin: , A ve¢ instalirani paketi mogu
da budu azurirani pomocu oznake -upgrade”.

Blok koda je postavljen na sledeci nacin:

>>> import matplotlib.pyplot as plt

>>> import numpy as np

>>> y = df.iloc[0:100, 4] .values

>>> y = np.where(y == ,Iris-setosa‘, -1, 1)
>>> X = df.iloc[0:100, [0, 2]].values

>>> plt.scatter(X[:50, 0], X[:50, 1],

... color=‘red', marker=‘'x‘', label=‘setosa‘)
>>> plt.scatter (X[50:100, 0], X[50:100, 1],
... color="blue‘', marker=‘o‘', label=‘versicolor‘)
>>> plt.xlabel (,sepal length')

>>> plt.ylabel (,petal length')

>>> plt.legend(loc=‘upper left')

>>> plt.show()

Svi unosi ili ispisi komandne linije napisani su na sledeci nacin:
> dot -Tpng tree.dot -o tree.png

Novi termini i vazne reci su napisani podebljanim slovima. Reci koje vidite na
ekranu - na primer, u menijima ili okvirima za dijalog, prikazane su u tekstu na sle-
dedi nacin: , Kliknite na dugme Next da biste se prebacili na sledeci ekran”.

% Upozorenja ili vazne napomene se prikazuju u ovakvom okviru.
&8

s“
Q Saveti i trikovi se prikazuju ovako.




Kako da racunarima pruzite
mogucnost da uce iz podataka

Po mom misljenju, masinsko ucenje, primena i nauka o algoritmima koji imaju
smisla za podatke predstavljaju najuzbudljiviju oblast od svih rac¢unarskih nauka!
Zivimo u doba kada postoji ogroman broj podataka; upotrebom samostalno nau-
¢enih algoritama iz oblasti masinskog u¢enja mozemo da pretvorimo ove podatke
u znanje. Zahvaljuju¢i mnogobrojnim moc¢nim bibliotekama otvorenog koda koje
su razvijene poslednjih godina, verovatno nikada nije bilo bolje vreme za proboj u
oblast masinskog ucenja i za ucenje kako da iskoristite mo¢ algoritama za prona-
laZenje obrazaca u podacima i za predvidanja o buduc¢im dogadajima.

U ovom poglavlju ¢ete uciti o glavnim konceptima i razli¢itim tipovima masin-
skog ucenja. Zajedno sa osnovnim uvodom u relevantnu terminologiju, posta-
vicemo temelj za uspe$nu upotrebu tehnika masinskog ucenja za prakti¢no
reSavanje problema.

Obradic¢emo sledece teme:
o osnovni koncepti masinskog ucenja
e tritipa ucenja i osnovna terminologija
o gradivni blokovi za uspesno projektovanje sistema masinskog ucenja

o instaliranje i podesavanje Pythona za analizu podataka i za masinsko
ucenje
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IZGRADNJA INTELIGENTNIH MASINA ZA
TRANSFORMISANJE PODATAKA U ZNANJE

U ovo doba moderne tehnologije dostupna nam je velika koli¢ina strukturiranih i
nestrukturiranih podataka. U drugoj polovini 20. veka masinsko ucenje se razvija-
lo kao podoblast vestacke inteligencije (Al) i ukljucivalo je algoritme samoucenja
koji izvode znanje iz podataka za predvidanja.

Umesto potrebe da ljudi ru¢no izvode pravila i grade modele analiziranjem velike
koli¢ine podataka, masinsko ucenje obezbeduje efikasniju alternativu za ¢uvanje
znanja u podacima za postepeno poboljSanje performanse prediktivnih modela i
donosenje odluka vodenih podacima.

Ne samo da masinsko ucenje postaje sve vaznije u istrazivanjima racunarske nauke,
vec igra ogromnu ulogu i u svakodnevnom Zivotu. Zahvaljujuéi masinskom uce-
nju, mi uzivamo u robusnim filterima nezeljene poste, softverima za prepoznavanje
teksta i glasa, pouzdanim veb pretraziva¢ima i izazovnim programima za igranje
Saha. Nadamo se da ¢emo uskoro imati i bezbedne i efikasne samovozece automo-
bile na ovoj listi. Osim toga, primetan je napredak i u primeni u medicini; na primer,
istrazivaci su predstavili da modeli dubokog u¢enja mogu da detektuju rak koze
skoro ljudskom ta¢nosc¢u (https:/ /www.nature.com/articles/nature21056). Veli-
ki napredak su nedavno postigli i istrazivac¢i u DeepMindu, koji su koristili dubo-
ko ucenje za predvidanje 3D proteinskih struktura i prvi put su nadmasili rezultate
pristupa zasnovanih na fizici (https:/ /deepmind.com/blog/alphafold/).

TRIRAZLICITA TIPA MASINSKOG UCENJA

U ovom odeljku ¢emo opisati tri tipa masinskog ucenja: nadgledano ucenje,
nenadgledano ucenje i ucenje uslovljavanjem. U¢i¢emo o osnovnim razlikama
izmedu ta tri tipa i upotrebom konceptualnih primera ¢emo razviti razumevanje
domena prakti¢nih problema:

« oznaceni podacima

Nadgledano ucenje - direktne povratne informacije
- ishod/buducnost predvidanja

« nema oznaka

N[ERET LS| ENONITLI=8 - nema povratnih informacija
« otkrivena skrivena struktura u podacima

- proces odlucivanja

UENENHOIENEg - sistem nagradivanja
- serije akcija za ucenje
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Predvidanje buduc¢nosti pomocu nadgledanog ucenja

Glavni cilj nadgledanog ucenja je da obu¢imo model iz oznacenih trening podata-
ka koji omogucavaju da izvrsimo predvidanje o nevidenim ili budu¢im podacima.
Ovde se termin ,nadgledani” odnosi na skup trening primera (ulaznih podataka)
gde su signali Zeljenog izlaza (oznake) ve¢ poznati. Na sledecoj slici rezimiran je
tipican tok rada nadgledanog ucenja, u kojem su prosledeni trening podaci u algo-
ritam masinskog ucenja za uskladivanje prediktivnog modela koji moze da izvrsi
predvidanje na novim, neoznacenim ulaznim podacima:

oznake

trening podaci

— 3

algoritam masinskog
ucenja

novi podaci — prediktivni model —> predvidanje

Razmatranjem primera filtriranja neZeljene elektronske poste mozemo da obu-
¢imo model upotrebom algoritma nadgledanog masinskog ucenja u grupi ozna-
¢enih e-mailova, koji su korektno oznaceni kao spem ili ne-spem, za predvidanje
da li novi e-mail pripada jednoj od ove dve kategorije. Zadatak nadgledanog uce-
nja sa diskretnim oznakama klase, kao sto je prethodni primer filtriranja nezeljene
poste, naziva se i zadatak klasifikacije. Jo$ jedna potkategorija nadgledanog ucenja
je regresija, gde je izlazni signal kontinualna vrednost.

Klasifikacija za predvidanje oznaka klase

Klasifikacija je potklasa nadgledanog ucenja gde je cilj predvideti kategoricke kla-
sne oznake novih instanci na osnovu ranijih opazanja. Te oznake klase su diskret-
ne, neuredene vrednosti koje mogu da se razumeju kao grupno ¢lanstvo instanci.
Prethodno pomenuti primer detekcije neZeljene poste predstavlja tipi¢an primer
zadatka binarne klasifikacije, gde algoritam masinskog ucenja uci skup pravila da
bi razlikovao dve moguce klase: spam i ne-spam e-mail poruke.
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Na sledecoj slici prikazan je koncept zadatka binarne klasifikacije gde je dato 30 tre-
ning primera: 15 je oznaceno kao negativna klasa (znak minus), a 15 kao pozitivna
klasa (znak plus). U ovom scenariju nas skup podataka je dvodimenzionalan, sto zna-
¢i da svaki primer ima dve povezane vrednosti: x1 i x2. Sada mozemo da upotrebimo
algoritam nadgledanog masinskog ucenja za ucenje pravila (granica odluke predsta-
vljena je isprekidanom linijom) koje moZze da razdvoji te dve klase i klasifikuje nove
podatke u svaku od te dve kategorije, uzimajuci u obzir njihove x1 i x2 vrednosti:
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Medutim, skup oznaka klase ne treba da bude binaran. Prediktivni model obu-
¢en pomocu algoritma nadgledanog ucenja moze da dodeli bilo koju oznaku kla-
se, koja je predstavljena u skupu podataka za trening, novoj i neoznac¢enoj instanci.

Tipi¢an primer zadatka viseklasne klasifikacije je prepoznavanje ru¢no pisanog
karaktera. MoZzemo da sakupimo skup podataka za trening, koji se sastoji od vise
rucno pisanih primera svakog slova u abecedi. Slova (A, B, Ci tako dalje) ¢e pred-
stavljati razli¢ite neuredene kategorije ili oznake klasa koje zelimo da predvidimo.
Ako korisnik unese novi ru¢no pisani karakter pomocu uredaja za unos, na$ pre-
diktivni model ée mo¢i da predvidi ta¢no slovo u abecedi sa odredenom ta¢noscu.
Medutim, na$ sistem masinskog ucenja nece moci ta¢no da prepozna bilo koju od
cifara izmedu 0 i 9 ako nisu deo skupa podataka za trening.

Regresija za predvidanje neprekidnog ishoda

U prethodnom odeljku ste naucili da je zadatak klasifikacije dodela kategoric-
kih, neuredenih oznaka instancama. Drugi tip nadgledanog ucenja je predvidanje
neprekidnog ishoda, a naziva se i regresiona analiza. U regresionoj analizi dati su
broj prediktor promenljivih (istrazivanje) i neprekidna ciljna promenljiva (ishod) i
pokusavamo da pronademo odnos izmedu tih promenljivih koje nam omogucava-
ju da predvidimo ishod.
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Imajte na umu da se u oblasti masinskog ucenja prediktor promenljive obi¢no nazi-
vaju atributi, a promenljive odgovora se obi¢no nazivaju ciljne promenljive. Mi
¢emo usvojiti te konvencije u ovoj knjizi.

Na primer, pretpostavimo da smo zainteresovani za predvidanje uspesnosti stu-
denata na ispitu. Ako postoji veza izmedu vremena utrosenog u ucenju za test i
konacnih rezultata, moZemo da je upotrebimo kao podatke za obuc¢avanje modela
koji koristi vreme ucenja za predvidanje rezultata testa buducih studenata koji pla-
niraju da ga polazu.

Regresija prema srednjoj vrednosti

Termin regresija osmislio je 1886. godine Francis Galton u svom ¢lanku
,Regression towards Mediocrity in Hereditary Stature”. Galton je opisao

% bioloski fenomen da se variranje visine populacije ne uvecava
vremenom.

Primetio je da se visina roditelja ne prenosi na njihovu decu, vec visina
njihove dece napreduje ka srednjoj vrednosti populacije.

Na sledecoj slici ilustrovan je koncept linearne regresije. Dati su atribut x i cilj-
na promenljiva y. Na osnovu njih éemo uklopiti pravu liniju za ove podatke, koja
minimizira odstupanje (obi¢no je to prosecan kvadrat odstupanja) izmedu tacaka
podataka i uklopljene linije. Sada mozemo da upotrebimo presek i nagib za pred-
vidanje ciljne promenljive novih podataka:

\/
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Resavanje interaktivnih problema
pomocu ucenja uslovljavanjem

Jos$ jedan tip masinskog ucenja je ucenje uslovljavanjem, u kojem je cilj razviti
sistem (agent) koji pobolj$ava svoju performansu na osnovu interakcija sa okru-
zenjem. Posto informacije o aktuelnom stanju okruzenja obi¢no uklju¢uju takozva-
ni signal nagrade, mozemo da zamislimo ucenje uslovljavanjem kao oblast koja se
odnosi na nadgledano ucenje. Medutim, u ucenju uslovljavanjem ova povratna
informacija nije ta¢na oznaka ili vrednost istine, vec je to mera koliko dobro je funk-
cija nagrade izmerila akciju. Kroz interakciju sa okruzenjem agent moze da upotrebi
ucenje uslovljavanjem za obucavanje serije akcija koje maksimiziraju ovu nagradu
pomocu istrazivackog pristupa pokusaja i greske ili promisljenim planiranjem.

Popularan primer uc¢enja uslovljavanjem je sah. Ovde agent odlucuje o serijama
poteza, u zavisnosti od stanja na tabli (okruzenje), a nagrada ce biti definisana kao
pobeda ili poraz na kraju igre:

nagrada
stanje

akcija

agent

Postoje mnogi razliciti podtipovi uc¢enja uslovljavanjem. Medutim, osnovna Sema
je da agent u ucenju uslovljavanjem pokusa da maksimizuje nagradu kroz serije
interakcija sa okruzenjem. Svako stanje moze da bude povezano sa pozitivnom ili
negativnom nagradom, a nagrada moZe da bude definisana kao postizanje uopste-
nog cilja, kao $to su pobeda ili poraz u igri Saha. Na primer, u Sahu ishod svakog
poteza moze da se zamisli kao razli¢ito stanje okruzenja.

Da bismo dalje istrazili primer $aha, razmislimo o odredenim konfiguracijama
na Sahovskoj tabli koje su povezane sa stanjima koja ¢e najverovatnije dovesti do
pobede - na primer, uklanjanje Sahovske figure protivnika sa table ili pretnja kralji-
ci. Medutim, druge pozicije su povezane sa stanjima koja ¢e najverovatnije dovesti
do poraza u igri, kao sto je gubitak sahovske figure u korist protivnika u slede¢em
potezu. Sada nagrada (pozitivna za pobedu, ili negativna za gubitak partije) nece
biti data do kraja igre. Osim toga, finalna nagrada ¢e takode zavisiti od toga kako
protivnik igra. Na primer, protivnik moZze da zrtvuje kraljicu, ali na kraju da pobe-
di u igri.
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Ucenje uslovljavanjem se bavi u¢enjem odabira serije akcija koje maksimiziraju
ukupnu nagradu, koja moze da se dobije ili odmah nakon izvrsavanja akcije ili
pomocu odlozene povratne informacije.

Otkrivanje skrivenih struktura
pomocu nenadgledanog ucenja

U nadgledanom ucenju unapred znamo tacan odgovor kada obucavamo model,
a u ucenju uslovljavanjem definiSemo meru nagrade za odredene akcije koje izvr-
Sava agent. Medutim, u nenadgledanom ucenju koristimo neoznacene podatke ili
podatke nepoznate strukture. Upotrebom tehnika nenadgledanog u¢enja mozemo
da istrazimo strukturu podataka za izdvajanje znacajnih informacija, bez smernica
poznate promenljive ishoda ili funkcije nagrade.

Pronalazenje podgrupa pomocu klasterovanja

Klasterovanje je istraZivacka tehnika analize podataka koja omogucava da orga-
nizujemo grupu informacija u znacajne podgrupe (klastere), bez potrebe da ima-
mo neko predznanje o ¢lanovima grupe. Svaki klaster koji se javlja u toku analize
definise grupu objekata koji dele odredeni stepen sli¢nosti, ali su viSe razli¢iti od
objekata u drugim klasterima; zbog toga se klasterovanje ponekad naziva i nenad-
gledana klasifikacija. Klasterovanje je odli¢na tehnika za strukturiranje informaci-
jaizaizvodenje znacajnih odnosa algoritmom iz podataka. Na primer, omogucava
trgovcima da otkriju grupe kupaca na osnovu njihovog interesovanja da bi razvili
razlic¢ite marketinske programe.

Na sledecoj slici prikazano je kako klasterovanje moze da se primeni za organizovanje
neoznacenih podataka u tri razli¢ite grupe na osnovu sli¢nosti njihovih atributa x1 i x2:
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Redukcija dimenzionalnosti za kompresovanje podataka

Jo$ jedna podoblast nenadgledanog ucenja je redukcija dimenzionalnosti. Cesto
koristimo podatke visoke dimenzionalnosti (svako opazanje ukljuc¢uje visok broj
merenja), Sto moze predstavljati izazov za ograni¢avanje prostora za skladistenje i
performanse izra¢unavanja za algoritme masinskog ucenja. Nenadgledana reduk-
cija dimenzionalnosti je pristup koji se uobicajeno koristi u pretprocesiranju atri-
buta za uklanjanje Suma iz podataka, koji takode moze da degradira prediktivnu
performansu odredenih algoritama, i za kompresovanje podataka u manje dimen-
zionalne podoblasti dok se zadrzavaju najrelevantnije informacije.

Redukcija dimenzionalnosti moze ponekad da bude korisna i za vizuelizaciju
podataka; na primer visokodimenzionalni skup atributa moze da bude projekto-
van u jednodimenzionalnim, dvodimenzionalnim ili trodimenzionalnim prostori-
ma atributa da bi se vizuelizovali pomocu 2D ili 3D scatterplotova ili histograma.
Na sledecoj slici prikazan je primer gde je primenjena nelinearna redukcija dimen-
zionalnosti za kompresovanje 3D Swiss Rolla u novi 2D potprostor atributa:

UVOD U OSNOVNU TERMINOLOGIJU | NOTACIJE

Sada, kada smo opisali tri Siroke kategorije masinskog ucenja - nadgledano, nanad-
gledano ucenje i ucenje uslovljavanjem, predstaviéemo osnovnu terminologiju
koju ¢emo koristiti u ovoj knjizi. U slede¢im odeljcima opisa¢emo uobicajene ter-
mine koje ¢emo koristiti kada govorimo o razli¢itim aspektima skupa podataka i
matematicke notacije koje ¢e nam pomoci da preciznije i efikasnije komuniciramo.
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Posto je masinsko uc¢enje ogromna oblast i veoma je interdisciplinarno, pre ili
kasnije sigurno cete se susresti sa mnogo razlicitih termina koji se odnose na iste
koncepte. Najcesce upotrebljavane termine koji se mogu pronaci u literaturi masin-
skog ucenja opisa¢emo u drugom pododeljku, koji moze biti koristan kao referent-
ni odeljak kada ¢itate raznovrsnu literaturu o masinskom ucenju.

Notacije i konvencije upotrebljene u ovoj knjizi

U sledecoj tabeli prikazan je deo skupa podataka Iris, koji je klasi¢an primer u obla-
sti masinskog ucenja. Iris skup podataka sadrzi mere 150 cvetova Iris iz tri razlicite
vrste - Setosa, Versicolor i Virginica. Ovde svaki primer cveta predstavlja jedan red
u skupu podataka, a mere cveta u santimetrima su sa¢uvane kao kolone, koje nazi-
vamo i atributi skupa podataka:

latica
uzorci (instance, opazanja) ~~

Petal
width

| 1 5.1 3.5 1.4 0.2 Setosa

Petal
length

Sepal  Sepal
length width

2 49 3.0 14 0.2 Setosa

50 (6.4 3.5 4.5 1.2 Versicolor

150 | 5.9 3.0 5.0 1.8 Virginica

l | N
/ \ casicni listic

oznake klase (ciljevi)

atributi (atributi, mere, dimenzije)

Da bi notacija i implementacija ostale jednostavne, a ipak efikasne, upotrebi¢emo
neke osnove linearne algebre. U slede¢im poglavljima ¢emo upotrebiti matricu i
vektor za referencu podataka. Praticemo uobicajenu konvenciju za predstavljanje
svakog primera kao posebnog reda u matrici atributa X, gde je svaki atribut sacu-
van u posebnoj koloni.
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Iris skup podataka se sastoji od 150 primera i ¢etiri atributa i moZe da bude napisan
kao 150 x 4 matrica, X € R150%4;

O Lm o

@ o o
2 3

x§1so) x§15°) x§150) xsso)

Konvencije notacije

U ostatku ove knjige, osim ako je naznaceno drugacije, upotrebicemo
superskript i da bismo ukazali na i-ti trening primer i indeks j da bismo
ukazali na j-tu dimenziju skupa podataka za trening.

Upotrebi¢emo mala podebljana slova da bismo ukazali na vektore
(x € R™1), velika podebljana slova da bismo ukazali na matrice
(X € R™™) jiskosena slova (x® ili xf,:‘)) da bismo ukazali na

pojedinacne elemente u vektoru ili matrici.

Na primer, xflso) se odnosi na prvu dimenziju primera cveta 150,

odnosno sepal length. Prema tome, matrica atributa predstavlja jednu
instancu cveta i moZe da bude napisana kao ¢etvorodimenzionalni

neobradeni vektor x® € RT4:
x® = [xil) xgl) x?(’l) xil)]

~ | svaka dimenzija atributa je 150-dimenzionalni vektor kolone
x® g R150%1 - na primer:

Sli¢no tome, sa¢uvacemo ciljne promenljive (oznake klasa) kao
150-dimenzionalni vektor kolone:

(€Y}

y
y= ... | (y €{Setosa, Versicolor, Virginica})
y(150)
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Terminologija masinskog ucenja

Masinsko ucenje je obimna oblast i veoma je interdisciplinarna, jer spaja mnoge
naucnike iz drugih oblasti istrazivanja. Kao $to se ¢esto deSava, mnogi termini i
koncepti su ponovo otkriveni ili redefinisani i mozda su vam ve¢ biti poznati, ali
se javljaju pod razli¢itim nazivima. U sledecoj listi mozete pronaci selekciju uobi-
¢ajeno upotrebljenih termina i njihovih sinonima, koji ¢e vam biti korisni dok ¢itate
ovu knjigu i drugu literaturu o masinskom ucenju:

e trening primer - red u tabeli koji predstavlja skup podataka i sinonim je za
opazanje, zapis, instancu ili uzorak (u veéini konteksta, uzorak se odnosi
na kolekciju trening primera)

e trening - uklapanje modela za parametarske modele sli¢no proceni
parametara

o atribut, skraceno x - kolona u tabeli podataka ili matrici podataka (dizajn);
sinonim je za prediktor, promenljivu, ulaz, atribut ili kovarijanse

o cilj, skraceno y - sinonim za ishod, izlaz, promenljivu odgovora, zavisnu
promenljivu, oznaku (klase) i ground truth

o funkcija greske - Cesto se koristi kao sinonim za cost funkciju. Ponekad se
funkcija greske naziva i error funkcija. U nekoj literaturi termin greska se
odnosi na gresku merenu iz jedne tacke podataka, a cost je mera koja
izracunava gresku (prosecno ili zbirno) u celom skupu podataka.

MAPA ZA IZGRADNJU SISTEMA
MASINSKOG UCENJA

U prethodnim odeljcima smo predstavili osnovne koncepte masinskog ucenja i tri
razlicita tipa u¢enja. U ovom odeljku éemo govoriti o drugim vaznim delovima
sistema masinskog ucenja, zajedno sa algoritmima ucenja.

U sledec¢em dijagramu prikazan je tipic¢an tok rada za u¢enje masinskog ucenja u
prediktivnom modelovanju, o ¢emu ¢emo govoriti u slede¢im pododeljcima:
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Izdvajanje atributa i skaliranje
Selekcija atributa

Redukcija dimenzionalnosti
Uzorkovanje

]
|
Skup podataka 1 :
za trening Algoritam o I . .
. N T e
I
I
I
I
!

>
Neobradeni Skup podataka {-------------1 B ¥
podaci za testiranje
i iy il i Oznake
Pretprocesiranje Obucavanje Procena Predvidanje

Selekcija modela
Unakrsna validacija

Metrike performanse
Optimizacija hiperparametara

Pretprocesiranje - oblikovanje podataka

Prvo ¢emo opisati mapu za izgradnju sistema masinskog ucenja. Neobradeni
podaci retko dolaze u obliku koji je potreban za optimalnu performansu algoritma
masinskog ucenja. Prema tome, pretprocesiranje podataka je jedan od najvaznijih
koraka u svakoj primeni masinskog ucenja.

Ako, kao primer, upotrebimo skup podataka Iris cveta iz prethodnog odeljka,
mozemo da zamislimo neobradene podatke kao seriju slika cveca, iz kojih mozemo
da izdvojimo znacajne atribute. Korisni atributi mogu da budu boja, nijansa i inten-
zitet cvetova ili visina, duzina i $irina cvetova.

Mnogi algoritmi masinskog ucenja takode zahtevaju da su izabrani atributi na istoj
skali za optimalnu performansu, $to se ¢esto postiZe transformisanjem atributa u
rasponu [0, 1] ili pomoc¢u standardne normalne raspodele srednje vrednosti i jedi-
ni¢ne varijanse, kao sto cete videti u slede¢im poglavljima.
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Neki od izabranih atributa mogu da budu povezani i, prema tome, suvisni do odre-
denog stepena. U tim slucajevima tehnike redukcije dimenzionalnosti su korisne
za kompresovanje atributa u nize dimenzione potprostore. Redukcija dimenzio-
nalnosti prostora atributa ima prednosti, jer je potrebno manje prostora za skla-
distenje, a algoritam obucavanja moZe da se pokrece mnogo brze. U odredenim
slu¢ajevima redukcija dimenzionalnosti takode moze da poboljsa prediktivnu per-
formansu modela ako skup podataka sadrzi veliki broj nerelevantnih atributa (ili
$um), odnosno ako skup podataka ima slab odnos signala i Suma.

Da bismo odredili da li se algoritam masinskog ucenja izvrSava dobro u trening
skupu podataka i da li se dobro generalizuje u novim podacima, takode ¢emo da
nasumicno razdvojimo skup podataka u poseban skup podataka za trening i skup
podataka za testiranje. Upotrebi¢emo trening skup podataka za obucavanje i opti-
mizaciju modela masinskog ucenja, dok ¢emo zadrZzati skup podataka za testiranje
do samog kraja za procenu finalnog modela.

Trening i selektovanje prediktivhog modela

Kao sto cete videti u narednim poglavljima, mnogo razlicitih algoritama masin-
skog ucenja je razvijeno za reSavanje razli¢itih problema. Vazna tacka koja se moze
rezimirati iz poznatog ¢lanka Davida Wolperta ,No free lunch theorems” je da ne
mozemo da u¢imo , besplatno” (, The Lack of A Priori Distinctions Between Lear-
ning Algorithms”, D. H. Wolpert, 1996; ,,No free lunch theorems for optimization”,
D. H. Wolperti W. G. Macready, 1997). Ovaj koncept moZemo povezati sa popular-
nom izrekom Abrahama Maslowa ,, Ako vam je jedini alat ¢eki¢, pretpostavljam da
je primamljivo da sve tretirate kao ekser”. Na primer, svaki algoritam klasifikacije
ima svoje nerazdvojive pomake i ni jedan model klasifikacije nije superioran ako ne
upotrebimo algoritam. Prema tome, u praksi je vazno uporediti bar nekoliko razli-
¢itih algoritama da bismo obucili i selektovali model sa najboljom performansom.
Medutim, pre nego $to uporedimo razli¢ite modele, prvo treba da donesemo odlu-
ku o metrici za merenje performanse. Jedna od uobicajeno upotrebljenih metrika je
tacnost klasifikacije, koja je definisana kao udeo ta¢no klasifikovanih instanci.

Kako mozemo da znamo koji se model dobro izvrsava u finalnom skupu podataka za testi-
ranje i u podacima iz realnog sveta ako ne koristimo ovaj skup podataka za testiranje za
selekciju modela, ve¢ ga zadrZavamo za procenu finalnog modela? Da bismo resili taj pro-
blem, moZemo upotrebiti razli¢ite tehnike koje se nazivaju unakrsna validacija.
U unakrsnoj validaciji mi dalje razdvajamo skup podataka u podskupove za tre-
ning i validaciju da bismo procenili performansu generalizacije modela. Na kraju,
takode ne moZemo da ocekujemo da ¢e podrazumevani parametri razlicitih algo-
ritama za ucenje koje obezbeduju biblioteke softvera biti optimalni za specifican
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problem. Prema tome, ¢esto ¢emo koristiti tehnike optimizacije hiperparametara
koje nam pomaZzu da fino podesimo performansu modela u narednim poglavljima.

Mozemo ¢ak da zamislimo te hiperparametre kao parametre koji nisu nauceni iz
podataka, ve¢ predstavljaju ru¢ice modela koje moZemo da okrenemo da bismo
poboljsali performansu konkretnog modela. Sve ovo ¢e vam postati mnogo jasnije
u narednim poglavljima kada budete videli stvarne primere.

Procena modela i predvidanje
nevidenih instanci podataka

Nakon $to smo selektovali model koji je uskladen u trening skupu podataka, moze-
mo da upotrebimo skup podataka za testiranje da bismo procenili koliko se model
dobro izvrsava u ovim nevidenim podacima da bismo procenili takozvanu genera-
lizacionu gresku. Ako smo zadovoljni performansom, mozemo da upotrebimo ovaj
model za predvidanje novih, buduc¢ih podataka. Vazno je da naglasimo da se para-
metri za prethodno pomenute procedure, kao sto su skaliranje atributa i redukci-
ja dimenzionalnosti, dobijaju samo iz trening skupa podataka, a isti parametri su
kasnije ponovo primenjeni za transformisanje skupa podataka za testiranje, kao
i bilo koje instance novih podataka - performansa merena u skupu podataka za
testiranje moZe, u suprotnom, biti preterano optimisti¢na.

UPOTREBA PYTHONA ZA MASINSKO UCENJE

Python je jedan od najpopularnijih programskih jezika za istrazivanje podataka.
Zahvaljujuci veoma aktivnim programerima i zajednici otvorenog koda, razvijen je
veliki broj korisnih biblioteka za nau¢na izra¢unavanja i masinsko ucenje.

Iako su performanse interpretiranih jezika, kao $to je Python, za rac¢unski inten-
zivne zadatke inferiorne u odnosu na programske jezike nizeg nivoa, prosire-
ne biblioteke, kao sto su NumPy i SciPy, razvijene su za nadgradnju Fortran i C
implementacija nizeg nivoa za brze vektorizovane operacije u visedimenzionalnim
nizovima.

Za zadatke programiranja masinskog ucenja uglavnom ¢emo koristiti scikit-learn,
jednu od najpopularnijih biblioteka masinskog ucenja otvorenog koda. U nared-
nim poglavljima, kada se budemo fokusirali na duboko ucenje koje se zove podo-
blast masinskog uc¢enja, upotrebi¢emo najnoviju verziju TensorFlow biblioteke,
koja je specijalizovana za veoma efikasno obucavanje takozvanih modela duboke
neuronske mreze upotrebom grafickih kartica.
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Instaliranje Pythona i paketa iz Python Package Indexa

Python je dostupan za sva tri glavna operativna sistema - Microsoft Windows,
macOS i Linux, a instalacioni fajl i dokumentacija mogu da se preuzmu sa zvanic-
nog Python veb sajta https:/ /www.python.org.

Ova knjiga je napisana za Python verziju 3.7 ili noviju; preporucujemo da upotre-
bite najnoviju verziju Pythona 3, koja je trenutno dostupna. Neki kod moze biti
kompatibilan sa verzijom Python 2.7, ali posto je zvani¢na podrska za Python 2.7
okoncana 2019. godine, a vecina biblioteka otvorenog koda je ve¢ prestala da podr-
zava Python 2.7 (https:/ /python3statement.org), preporuc¢ujemo da upotrebite
Python 3.7 ili noviju verziju.

Dodatni paketi koje ¢emo koristiti u ovoj knjizi mogu da budu instalirani pomoc¢u
pip instalacionog programa, koji je deo Python Standard Libraryja od verzije Pyt-
hon 3.3. Vise informacija o pip programu moZete pronaci na adresi https://docs.
python.org/3/installing/index.html.

Nakon $to uspesno instalirate Python, moZzete da izvrsite pip iz terminala da biste
instalirali dodatne Python pakete:

pip install SomePackage

Ve¢ instalirani paketi mogu da budu azurirani pomocu oznake --upgrade flag:

pip install SomePackage --upgrade

Upotreba Anaconda Python distribucije
i upravljaca paketima

Preporucena alternativna Python distribucija za nau¢na izra¢unavanja je Ana-
conda, koju je razvila kompanija ,Continuum Analytics”. Anaconda je besplatna
(ukljucujudi i komercijalnu upotrebu) poslovna Python distribucija koja obuhva-
ta sve vazne Python pakete za istraZivanje podataka, matematiku i inZenjerstvo u
jednu jednostavnu meduplatformsku distribuciju. Anaconda instalacioni program
mozete da preuzmete sa adrese https://docs.anaconda.com/anaconda/install/, a
vodi¢ za upotrebu Anaconda distribucije dostupan je na adresi https://docs.ana-
conda.com/anaconda/user-guide/ getting-started/.

Nakon $to uspesno instalirate Anacondu, moZzete da instalirate nove Python pake-
te upotrebom sledec¢e komande:

conda install SomePackage

Postojeci paketi mogu da se azuriraju upotrebom sledece komande:

conda update SomePackage
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Paketi za naucna izracunavanja,
istrazivanje podataka i masinsko ucenje

U ovoj knjizi mi ¢éemo uglavnom koristiti visedimenzionalne nizove biblioteke
NumPy za skladi$tenje podataka i manipulisanje njima. Povremeno ¢emo upotre-
biti pandas biblioteku, koja je izgradena na osnovi NumPy biblioteke, a obezbe-
duje dodatne alatke za manipulaciju podacima viSeg nivoa i olaksava upotrebu
tabelarnih podataka. Da biste poboljsali iskustvo u ucenju i vizuelizovali kvantita-
tivne podatke, sto je ¢esto veoma korisno da biste ih bolje razumeli, upotrebite veo-
ma prilagodljivu biblioteku Matplotlib.

Brojevi verzija glavnih Python paketa koji su upotrebljeni za pisanje ove knjige pri-
kazani su u sledecoj listi. Uverite se da su brojevi verzija vasih instaliranih paketa
isti ili ve¢i od ovih da biste bili sigurni da se primeri koda pravilno pokrecu:

e NumPy1.174

e SciPy1.3.1

o scikit-learn 0.22.0

e Matplotlib 3.1.0
pandas 0.25.3

REZIME

U ovom poglavlju smo istrazili masinsko ucenje na veoma visokom nivou i upo-
znali ste ,vecu sliku” i glavne koncepte koje ¢emo istraziti detaljnije u slede¢im
poglavljima. Naucili ste da je nadgledano ucenje sastavljeno od dve vazne podo-
blasti: od klasifikacije i regresije. Dok nam modeli klasifikacije omogucavaju da
kategorizujemo objekte u poznate klase, regresionu analizu mozemo da upotrebi-
mo za predvidanje kontinualnih ishoda ciljnih promenljivih. Nenadgledano ucenje
ne obezbeduje samo korisne tehnike za otkrivanje struktura u neoznacenim poda-
cima, ve¢ mozZe biti korisno i za kompresovanje podataka u koracima pretprocesi-
ranja atributa.

Ukratko smo pregledali tipi¢cnu mapu za primenu masinskog ucenja za resava-
nje problema, sto ¢emo upotrebiti kao osnovu za detaljnije razmatranje i prakticne
vezbe u narednim poglavljima. Na kraju smo podesili Python okruZzenje i instalira-
li i azurirali potrebne pakete da bismo se pripremili za pregled masinskog ucenja
u akciji.

Kasnije u ovoj knjizi, osim samog masinskog ucenja, predstavi¢emo i razlicite teh-
nike za pretpocesiranje skupa podataka, sto ¢e vam pomo¢i da dobijete najbolju
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performansu iz razli¢itih algoritama masinskog ucenja. Detaljno ¢emo opisati algo-
ritme klasifikacije, a takode ¢emo istraziti razli¢ite tehnike za regresionu analizu i
klasterizaciju.

Pred vama je veoma uzbudljiv ,put”, jer ¢emo opisati mnoge mocne tehnike u
ogromnoj oblasti masinskog uc¢enja. Medutim, pristupi¢emo masinskom ucenju
korak po korak, postepeno nadgradujuci znanje. U sledec¢em poglavlju ¢emo zapo-
¢eti ovo ,, putovanje” implementiranjem jednog od najranijih algoritama masinskog
ucenja za klasifikaciju, $to ¢e nas pripremiti za Poglavlje 3, , Predstavljanje klasifi-
katora masinskog ucenja pomocu scikit-learna”, u kome ¢emo opisati naprednije
algoritme masinskog ucenja upotrebom biblioteke masinskog ucenja scikit-learn
otvorenog koda.




	Blank Page

